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基于卷积神经网络和简单循环单元集成模型的风电场内多风机风速预测
XXXX
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[bookmark: OLE_LINK2][bookmark: OLE_LINK3][bookmark: OLE_LINK5][bookmark: OLE_LINK15][bookmark: OLE_LINK16][bookmark: OLE_LINK17][bookmark: OLE_LINK22][bookmark: OLE_LINK39][bookmark: OLE_LINK42][bookmark: OLE_LINK34][bookmark: OLE_LINK35][bookmark: OLE_LINK23][bookmark: OLE_LINK43]摘要在传统风电场风速预测中，往往将风电场视作一个整体，进而给出较大空间尺度下的单一整体风速预测结果。但在实际风电场中，多台风机分布在不同的地理位置上，其各自的本地风速也存在明显差异。对此，该文提出一种通过学习历史风速和历史风向中空间相关性和时间相关性，从而实现不同地理位置上多风机各自本地风速的预测方法。该方法首先利用卷积神经网络（CNN）提取空间相关性信息，然后将蕴含空间信息的特征序列交由简单循环单元（SRU）处理，进而学习时间相关性信息。风速和三角函数化的风向构成类似于RGB图像结构的三维矩阵。CNN非常适合处理RGB图像类型的数据，故使用CNN提取多风机的风速和风向在同一个时刻下的空间信息。与其他循环神经网络相比，由于SRU可大幅减小计算代价，故使用SRU提取多风机的风速和风向随时间变化的动态信息。在实际风电场数据上的仿真测试表明：在多个不同的预测时域下，该方法与现有利用时空相关性的预测方法相比，不仅显著减小了计算代价，而且提高了预测的准确性。
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Wind Speed Forecasts of Multiple Wind Turbines in a Wind Farm Based on Integration Model Built by Convolutional Neural Network and Simple Recurrent Unit
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)AbstractConventional wind speed forecasts focused on the overall wind speed of a wind farm. However, in an actual wind farm, multiple wind turbines are widely distributed in different geographical locations, and their local wind speeds are significantly different. To address this, this paper proposes a method for the turbine-specific wind speed forecasts in a wind farm. This method learns the historical spatial and temporal correlation between wind speed and wind direction. Firstly, the convolutional neural network (CNN) is used to extract the spatial correlation information among multiple wind turbines. Subsequently, the extracted spatial information is processed by the simple recurrent unit (SRU), which learns the temporal correlation information. During the data preprocess procedure, wind speed and trigonometric wind direction form a three-dimensional matrix, which is similar to the RGB image series. CNN is very suitable for processing data of RGB image type, so the spatial information of wind speed and wind direction of multiple wind turbines at the same moment is extracted by CNN. Compared with other recurrent neural network (RNN), SRU has much lower computational cost. So SRU is utilized to extract the dynamic information of wind speed and wind direction of multiple wind turbines over time. The simulation results on actual wind farm data validate the effectiveness of the proposed method.
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0引言
随着经济的发展，人类社会对电力的需求越来越大。鉴于化石能源的不可再生性和其造成的环境压力，新能源发电技术越来越受到世界各国的重视。风力发电是新能源发电中重要的一部分，在2018年，全球风电装机容量规模达到597GW，中国的风电装机容量规模占据全球第一，超过200GW[1]。随着风电渗透率的不断增加，由于风速的随机性和不确定性，风电功率的波动会对电网的安全性造成影响[2-3]。风电功率主要由风速决定[4-5]，准确的风速预测可用于指导设计高效的风电控制策略，进而减小对电网不利影响[6]。但由于一个风电场中的风机广泛分布在不同的地理位置上，每个风机的风速都不相同[7]。若能精细化地预测风电场中每台风机的本地风速，则可为风电场控制提供更为充分的信息，进而提升风电场控制的灵活性和最优性[8]。
近年来，国内外学者已经对风速预测做了大量的研究，并且也取得了很多成果。文献[9-10]利用历史数据的潜在规律，实现单一风机风速的预测，文献[11-15]利用小波变换等机器学习方法将一个风电场中的所有风机作为一个整体进行风速预测，但这些研究均是对单个风机或者将整个风电场的风机当为整体进行预测。相较于欧美地区，我国季风区在冬季风、夏季风时期的风速有较高的空间相关性[16]，故在进行风速预测时，此自然条件应予以充分利用，即应考虑风速和风向的空间相关性。文献[17-18]利用风速的时间相关性进行多风机风速等预测，但是其均没有考虑不同位置下风速和风向的空间相关性。文献[19-21]虽然考虑了风场内多风机风速间的空间相关性，但是没有考虑各风速序列内部的时间相关性。文献[22]使用环境和地理参数（如湿度、温度、大气压力等）预测多风机风速，虽然考虑了风速的时空相关性，但是计算代价大，参数依赖性强。文献[23]利用卷积神经网络（Convolutional Neural Network,CNN）和长短期记忆网络（Long Short-Term Memory,LSTM）进行多风机风速预测，但神经网络输入仅为风机风速，输入特征较为单一，且计算代价较大。
一个风电场往往会有多台风机，相应地其数据量也较大，所以需要有高效的处理工具来挖掘其内含的特征信息。深度学习是在海量数据中寻找复杂规律的有效工具，随着特征数据的增大，其表征数据特征的能力会不断提升。因此，风电场内多风机风速预测问题非常适合使用深度学习来解决。准确的风速预测模型需要尽可能地获取到有效信息，所以多风机风速预测需要同时考虑风速及风向的时间相关性和空间相关性。现有基于时空相关性的多风机预测模型的输入特征仅有风速，但多风机之间的时空相关性依赖实时风向，且随风向实时变化。因此，一个有效的空间时域预测模型应同时将多风机的风速和风向作为输入特征。在时间相关性方面，考虑风向之后，特征维数增大，不仅模型计算代价大，而且捕捉不同时刻间风电场整体风速和风向分布动态特性的难度变大，所以需要更加有效，且能减小计算代价的时间域建模方法。
鉴于此，本文提出了一种基于深度学习的风电场多风机风速集成预测模型。该模型同时学习多风机间风速和风向的时空相关性。风速和经三角函数处理的风向构成三维输入矩阵，此特征输入矩阵与彩色图像RGB三维通道的结构类似。而CNN非常适合处理具有类似彩色图像结构的数据，CNN每一个卷积层中具有多个卷积核，可以逐层学习到数据在多个方面的特征，所以在空间相关性方面使用CNN进行空间特征提取。将经过CNN处理后、蕴含空间信息的数据再进行时间特征提取。在时间相关性方面，由于简单循环单元（Simple Recurrent Unit,SRU）不仅具有并行处理能力，能极大地减小计算代价，而且可以有效地缓解梯度消失问题，解决长期依赖问题[24-25]，因此可使用SRU进行时间特征提取。
1风电场多风机风速预测问题描述
[bookmark: OLE_LINK68][bookmark: OLE_LINK69]本文所采用的时空集成预测模型是基于风电场中每台风机的历史风速数据和历史风向数据，采用CNN和SRU集成预测模型，提取到上述风机特征数据之间内在的时空相关性，进而得到风电场中每台风机精细化风速预测结果。
[bookmark: OLE_LINK66][bookmark: OLE_LINK67][bookmark: OLE_LINK62][bookmark: OLE_LINK63]进行风电场中每台风机精细化风速预测需要详细的风机数据，此风机数据必须真实地反映风电场中多个风机的时空相关性。本文所采用的数据来源于美国国家可再生能源实验室（National Renewable Energy Laboratory,NREL）提供的风能综合国家数据集（Wind Integration National Dataset,WIND），WIND是迄今为止公开可用的最大最完整的风能数据集，通过其网站可以十分容易地获取所需风能数据。WIND现已公开提供2007年~2012年美国本土超过12.6万个陆基和海基处的风向、风速、温度、表面空气压力和空气密度等数据，其数据每5min采集一次，即时间分辨率为5min。本文仿真案例选择2012年数据，地点位于怀俄明州的梅迪辛博和埃尔克芒廷之间的144台风机测量点。其中，最大风速为27.353m/s，最小风速为0.061m/s，144台风机测量点以12×12的矩阵形状排列，各风机测量点轮毂高度一致，均为100m，每两个相邻的风机测量点间距2km，如图1所示。此研究对象可视作拥有多台位于不同地理位置风机风电场的一般案例。
[image: ]
图1WIND中美国怀俄明州12×12风机矩阵
Fig.1The wind turbine array of 12×12 in Wyomingof WIND, USA
2  多风机风速序列间空间相关性和风向序列间空间相关性建模
在集成预测模型中，CNN负责多风机风速序列间空间相关性和风向序列间空间相关性的建模。CNN是深度学习领域中重要的一种学习模型，于1998年被Y. LeCun等提出[26]，它非常适合处理图像类结构的数据。在很多领域，CNN都得到了广泛的应用，如图像识别、语言识别和气候预测等。与常见的神经网络相比，CNN最主要的特征在于卷积层[26]，即卷积操作。CNN一般由输入层（INPUT）、卷积层（CONV）、池化层（POOL）和全连接层（FC）构成。
2.1  卷积神经网络设计基本思想
在CNN中，输入层的数据一般先由卷积层进行特征提取，为保持卷积之后的特征图尺寸不变，卷积核尺寸不应为偶数，并且卷积过程中需进行零填充操作。由于卷积层中有多个卷积核，卷积层输出往往具有较大的参数量，而池化层可以减小数据和参数的数量，所以卷积层后一般会加上池化层。为了提取最显著的特征，避免平均池化造成的模糊化效果，选用最大池化。由于在线性模型中加入非线性激活函数可以实现去线性化，故卷积层中每个神经元的输出通过一个修正线性单元（Rectified Linear Uint,ReLU）激活函数进行处理。使用多个较小尺寸的卷积核代替较大尺寸的卷积核，不仅可以减小参数，减轻过拟合，而且还增加了多层的非线性扩展能力。在卷积神经网络的底层构建全连接层，对所得到的高维特征进行综合处理，做出最后的决策输出。在卷积层中，其学习复杂结构的能力应该被保证。为了定量衡量卷积层的学习能力，定义卷积层学习能力C为

		（1）

为了保证卷积层学习复杂结构的能力，每个卷积层的C值都应该大于某一最小值，一般可设为此下界[27]。此外，当最深层网络神经元的感受野大于输入图像的尺寸时，单个神经元已经可以学习到整幅图像的特征，故不应再继续加深网络层数，以免产生过拟合现象，即最深层网络神经元的感受野必须略大于输入图像的尺寸。如果其感受野比输入图像尺寸小，那么此神经网络丧失了学习高级特征的能力。相反，若最深层网络神经元的感受野比输入图像尺寸大得多，不仅过深的卷积网络对整体网络性能没有帮助，而且增加了过拟合的风险，可能会对最终结果造成不好影响[27]。
2.2  卷积神经网络具体设计
综合考虑硬件平台和上述设计思想，本文构建如图2所示的CNN模型，其输入层为三维数据，
[image: ]
图2卷积神经网络结构
Fig.2The CNN structure
每一维是12×12矩阵，CNN结构中具有2个卷积层，2个池化层和2个全连接层，卷积中最后的一个全连接层也被视为回归层。


[bookmark: OLE_LINK85][bookmark: OLE_LINK86]卷积层中卷积核输入通道数应与输入卷积层数据的维度一致，故两个卷积层的卷积核输入通道数分别为3和6。令卷积核尺寸为5×5，C2和C1卷积层中卷积核输出通道数分别为16和6。采用自顶向下的方法来计算每层网络层的感受野[28]，当卷积核尺寸为5，第二层卷积层C2的感受野尺寸为6，故其学习能力大于其下限值，满足设计要求，采用自顶向下的计算方式得到第二个池化层P2的感受野为14，略大于输入图像尺寸12，满足设计要求，故在第二个池化层P2后，不应再新增卷积层。因池化层中的滑动步长大于3时提纯操作过于剧烈，故一般设步长为2。
2.3  卷积神经网络
2.3.1卷积层
卷积层是CNN中的基本操作，视作是加权求和的过程。通过卷积运算，原始数据的局部低维特征被映射到高维特征。对于输入到卷积层的每个局部区域，卷积计算是这个局部窗口内的所有元素和卷积核的内积，这个内积为下一层的对应元素。通过遍历上一层的所有局部进行卷积，即可得到通过卷积层运算的下一层。其卷积计算公式为

		（2）
式中，i为局部区域内的元素；k为卷积核；g为卷积计算后的元素。



图3给出一个二维卷积的例子，当局部区域，卷积核时，滑动步长为1，卷积后的内积输出。
[image: ]
图3二维卷积示例
Fig.3The example of two-dimensional convolution
风速和三角函数化的风向构成三维矩阵输入，需要对其进行三维卷积操作。三维卷积与二维卷积类似，三维卷积的每一个维度都进行二维卷积，最后将每个维度上面的卷积结果叠加即是三维卷积的结果，故三维卷积的最终结果也是一个1×1的数，如图4所示。
[image: ]
图4 三维卷积示例
Fig.4 The example of three-dimensional convolution
2.3.2池化层
经过卷积层提取特征之后，一般会进行池化操作。由于一幅图像的相邻局部区域往往具有相同的特征，所以CNN对其进行池化操作，以达到防止过拟合的作用，并且经过池化操作后的数据对应原始输入数据的感受野也不断增大，可以提取到更高维的特征，这种操作也可以认为是一种下采样操作。池化操作最常见的是最大池化（Max Pooling），其次是平均池化（Average Pooling）。图5给出了最大值池化操作示例，池化窗口2×2，步长2。
[image: ]
图5最大值池化操作示例
Fig.5  The example of max pooling
3  多风机风速序列内时间相关性和风向序列内时间相关性的建模
循环神经网络（Recurrent Neural Network,RNN）是一种专门用来处理具有时序特征数据的深度神经网络，于1980年被J.J.Hopfield等提出。RNN广泛应用在自然语言处理、计算机视觉、地球科学和计算生物学等领域[29]。RNN根据“未来的状态与过去和现在的状态相关”提出，因此RNN非常适合分析时间序列数据，并且它可以将任意长度的序列作为输入预测未来的输出。
3.1  简单循环单元
深度学习研究的进展常常涉及更大更深的深层神经网络，虽然RNN被设计为利用具有时序特征的历史数据做出当前时刻的决策输出，但RNN对最近输入的历史数据非常敏感，而更早之前的历史数据会随着时间的推移，其辅助作用越来越弱，这种问题被称为长期依赖问题。LSTM和门控循环单元（Gated Recurrent Unit,GRU）的提出解决了长期依赖问题。
但LSTM和GRU的“细胞”之间的计算具有前后的依赖性，所以它们只能串行计算，计算代价大。SRU是RNN的一种变体形式，它于2017年被Tao Lei等提出[25]，SRU通过将每一时间步的主要计算部分优化为不依赖之前时间步的计算，从而可以实现并行化计算，进而减小计算成本。因此SRU不仅有利用长时间信息的优势，解决有着复杂时间相关性的长期依赖问题，而且可以大幅减小计算成本。SRU的结构如图6所示，SRU的计算公式为

		（3）




[bookmark: OLE_LINK71][bookmark: OLE_LINK18][bookmark: OLE_LINK19]式中，、Wf和Wr分别为对应输入的权重矩阵；bf和br为偏置向量；为在t时刻的输入向量；ht为t时刻的输出；σ为激活函数sigmoid函数；ct-1为在t-1时刻的SRU的单元状态；表示Hadamard运算。值得说明的是，ct-1虽然表示t-1时刻的单元状态，但是包含了从t-k到t-1时刻的输入序列对t时刻预测输出的影响，故记录了过去的输入状态对t时刻输出的影响。
[bookmark: OLE_LINK78][bookmark: OLE_LINK79][bookmark: OLE_LINK72][bookmark: OLE_LINK73]由式（3）可知：ht计算不依赖于ht-1。故SRU可以实现并行计算，大幅减小计算成本。而LSTM和GRU的ht均依赖于ht-1，破坏了独立性和并行性，故与LSTM和GRU相比，SRU能减小计算代价。
[image: ]
图6  SRU结构框图
Fig.6  SRU structure block diagram
3.2  基于SRU的时间相关性学习模型
本文所提的集成预测模型使用SRU进行空间时域建模，其中采用的是单层网络结构的SRU，如图7所示。该时域预测模型使用t-k至t时刻的历史数据给出未来时刻的预测数据。值得说明的是：由于SRU的输出是一维向量形式，在计算损失函数的时候，需要将144个风机组所构成的风速预测12×12矩阵映射为1×144向量，进而计算损失函数。
[image: ]
[bookmark: OLE_LINK29][bookmark: OLE_LINK31]图7单层SRU连接
Fig.7  The connection of single layer SRU
4  空间相关性和时间相关性的深度集成预测模型
4.1数据处理


风机风向数据的范围在0°~360°之间，但是位于最大值附近（例如359°）和最小值附近（例如1°）的风向数据，对于风机扇叶来说相差并不大，若不进行任何处理直接将此风向数据输入到集成预测模型中，因实际风向的物理角度相差并不大，但是输入的风向数据却相差较大，故向集成预测模型输入相差较大的风向数据并不是合理有效的信息，会导致预测误差较大，因此需要对风向数据进行预先处理。本仿真案例中采用三角函数化处理，即sin风向和cos风向[30]。在每一个采样时刻k，用12×12×3的三维矩阵将此时刻风电场中的12×12个风机的风速，cos风向和sin风向构成的三维信息存储起来，具体结构如图8所示，此三维输入矩阵可视为类似于彩色图像的三维RGB结构。
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[bookmark: OLE_LINK25][bookmark: OLE_LINK28]图8三维矩阵特征
Fig.8  Three-dimensional matrix feature
4.2  时空集成预测
本文采用的方法通过考虑风电场中144台风机阵列风速和风向的时空相关性来实现时空联合预测。首先使用CNN提取要预测时刻前20个时刻的三维矩阵的各自空间特征，再将CNN提取到的空间特征依次输入到20个SRU中提取时序特征，由最后一个SRU的输出作为最终的多风机风速预测。时空集成预测模型的整体结构如图9所示，预测值为









[bookmark: OLE_LINK20][bookmark: OLE_LINK21]式中，为在k+h在时刻的预测风速值，即h为预测时域；为k时刻下由风速和三角函数化风向构成的三维矩阵；为在k-1时刻风速的测量值；为k-1时刻的sin风向测量值；为k-1时刻的cos风向测量值；和分别为以12×12排列风机的风速和风向内在的时间相关性和空间相关性。
[image: ]
图9  集成预测模型结构
Fig.9  Integrated forecast model structure




[bookmark: OLE_LINK58][bookmark: OLE_LINK59]对于确定的预测时域h=h1和输入历史序列长度L=L1，本案例采用滚动预测的方法进行多步预测，即迭代式。具体而言，在任意时刻k，都基于历史序列长度L1的风机特征数据（）预测出未来h1时刻的风速，当在下一个时刻k+1时，根据历史序列长度L1的风机特征数据（）预测出未来h1时刻的风速。如此循环迭代下去，即为迭代预测过程。
5仿真算例
5.1仿真设置
本次仿真基于Tensorflow框架的python语言实现，利用统一计算设备架构（Compute Unified Device Architecture，CUDA）加速，仿真硬件平台设置：CPU为Intel Core i5-7400 3.40GHz，内存RAM为16GB，GPU为Nvidia GeFore GTX 1060 3G。
在本次仿真案例中使用风速和风向作为特征，设置预测时域h为1。又本案例中风电场风机特征数据每隔5min更新一次，故当预测时域h为1时，即预测当前时刻后未来5min的多风机风速。


[bookmark: OLE_LINK60][bookmark: OLE_LINK61]相较于仅给出风电场单一整体的风速预测结果，进行风电场每台风机精细化风速预测需要更加综合的评价指标，以衡量风电场中所有风机的整体预测效果。本案例采用方均根误差（Root Mean Square Error, RMSE）和平均误差（Mean Error, ME）作为仿真的综合评估损失函数。和用于衡量在k时刻风电场中每台风机精细化风速预测的综合误差大小，分别为

		（5）




式中，为k时刻风电场每台风机精细化风速预测的方均根误差；为k时刻风电场每台风机精细化风速预测的平均误差；N为预测的总风机数量，在本次仿真N=144，即认为此风电场中共有144台风机；为在k时刻风电场中第i台风机风速的测量值；为在k时刻风电场中第i台风机风速的预测值。
由于采用迭代预测，若风电场中每台风机总计滚动迭代预测M步，则在整个M步迭代预测中，风电场中每台风机精细化风速预测的综合评价指标RMSE和ME分别为

		（6）




由式（6）可知，综合评价指标RMSE和ME使用总计M步迭代预测中每一步中的和进行计算，因此，和表示迭代预测过程中，在k时刻，此步的精细化风速预测的误差。RMSE和ME表示在整个迭代预测过程中的综合误差评价指标。
[bookmark: OLE_LINK27][bookmark: OLE_LINK30]本次仿真首先将数据划分为训练集、验证集和测试集。训练集用来训练深度神经网络的各种参数，验证集用来验证模型是否建立合适，而测试集用来进行实际的预测。使用所获得的数据前50000条作为仿真数据，在时间尺度上对应1~6月的风机数据，取其中0~40000条数据作为训练集，40000~45000条数据作为验证集，45000~50000条数据作为测试集。由于深度神经网络模型中的参数采用随机梯度下降法进行训练，所以一般会将同样的一批数据多次输入该模型中，这样能保证模型中的权重值和偏置值训练得更加充分，将这样的一次训练过程叫作Epoch。在本次仿真中，设置Epoch=100，且为了实时了解训练的效果，在训练的过程中，每训练200次进行一次验证集的测试。


对于输入集成预测模型的历史特征序列长度L的选定来说，需要综合考虑网络参数的训练时间成本和先验知识的完备程度。若L太大，网络训练的时间成本及复杂程度会上升，网络参数优化不佳，且过于复杂的模型训练可能会影响参数的最终优化效果，进而影响预测的准确性；若L太小，则先验知识不完备，历史特征序列蕴含的预测知识欠缺，从而限制了预测精度。因此，需要折中考虑L的选定。文献[14,22]中分别选定历史特征序列长度L为12和32，随后采用人工试探的方法。参考上述选定经验，设置L在12~32之间，在采用上述仿真条件下只改变L参数计算得到风速预测误差RMSE，由所计算的若干仿真结果点，得到在定义域内的散点图如图10所示。由图10可知，随着L的逐渐增大，历史特征序列长度不断增加，其蕴含的预测先验知识逐渐完善，所以RMSE逐渐降低。当L增加到某一临界点后，随着L的继续增加，历史特征序列长度过于冗长，网络参数没有得到合适的训练，影响了预测效果，又或是在此仿真设置中，数据训练迭代次数Epoch过小，过长的历史特征序列没有得到充分利用，反而导致网络参数没有得到最优或次优解，故RMSE又较缓慢增加。
[image: ]
图10历史输入序列长度L与方均根误差RMSE关系
（预测时域h=1，Epoch=100）
Fig.10  The graph of historical input sequence length L and RMSE(forecasthorizonh=1, Epoch=100)
故在本仿真案例所用条件下，综合考虑选定经验和人工试探结果，最终选定输入集成预测模型的历史序列长度L=20，即使用前20个时刻的风速和风向特征来预测下一预测时域的风速。
5.2仿真结果
给出144个风机阵列在某一个时刻的预测结果，同时给出多个不同编号风机在多个时刻的迭代预测结果，如图11~图16所示。在图11中，将某一时刻144台风机的风速预测误差RMSE中最小值-1.098m/s置为青色（RGB分别为0,255,255），最大值1.057m/s置为品红色（RGB分别为255,0,255），预测误差RMSE中间值采用线性插值方法得到相应RGB，最后得到对应的颜色。本次仿真算例中，测试集中风电场精细化风速预测综合误差评价指标RMSE=0.661m/s，集成预测模型神经网络参数训练耗时为1987.3s。
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[bookmark: OLE_LINK24][bookmark: OLE_LINK26][bookmark: OLE_LINK33][bookmark: OLE_LINK38]图11144台风机在某一时刻的预测输出误差热力图（预测时域h=1，即预测未来5min的多风机风速）
Fig.11  Loss thermodynamic graph of the forecasted output of 144 wind turbines at a certain time(forecasthorizonh = 1, that is to forecast the wind speed of multiple wind turbines in the next 5 minutes)
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[bookmark: OLE_LINK36][bookmark: OLE_LINK37][bookmark: OLE_LINK8]图12编号1风机的风速预测结果
（预测时域h=1，即预测未来5min的多风机风速）Fig.12  Forecasted output of site ID 1 wind turbine
(forecasthorizonh = 1, that is to forecast the wind speed of multiple wind turbines in the next 5 minutes)
[image: ]
图13编号20风机的风速预测结果
（预测时域h=1，即预测未来5min的多风机风速）
Fig.13  Forecasted output of site ID 20 wind turbine(forecasthorizonh = 1, that is to forecast the wind speed of multiple wind turbines in the next 5 minutes)
[image: ]
图14编号40风机的风速预测结果
（预测时域h=1，即预测未来5min的多风机风速）
Fig.14  Forecasted output of site ID 40 wind turbine
(forecasthorizonh = 1, that is to forecast the wind speed of multiple wind turbines in the next 5 minutes)
针对工程中风速预测中常见的多步时域预测问题，本文也给出了多个预测时域的预测结果，预测时域h分别为1、2、5和10，即预测当前时刻后未来5min、10min、25min和50min的多风机风速。集成预测模型参数训练耗时和风电场中每台风机精
[image: ]
图15编号60风机的风速预测结果
（预测时域h=1，即预测未来5min的多风机风速）
Fig.15  Forecasted output of site ID 60 wind turbine
(forecasthorizonh = 1, that is to forecast the wind speed of multiple wind turbines in the next 5 minutes)
[image: ]
图16编号80风机的风速预测结果
（预测时域h=1，即预测未来5min的多风机风速）
Fig.16  Forecasted output of site ID 80 wind turbine
(forecasthorizonh = 1, that is to forecast the wind speed of multiple wind turbines in the next 5 minutes)
细化风速预测误差的仿真结果见表1。
[bookmark: OLE_LINK48][bookmark: OLE_LINK49]表1预测性能与预测时域关系
Tab.1  Relationship between forecast performance and forecast horizon
	预测时域h
	训练耗时/s
	RMSE/(m/s)
	ME/(m/s)

	1
	1987.3
	0.661
	-0.026

	2
	1998.7
	0.920
	0.157

	5
	2002.6
	1.583
	0.440

	10
	2004.5
	1.816
	0.506


由表1可以看出，随着预测时域的增加，RMSE逐渐增大，预测效果逐渐变差。预测时域增加的同时，输入到CNN和SRU集成预测模型的特征将越来越偏离预测时刻的特征，所以取得的预测效果也相对比较差。但在预测时域h＜10的情况下对风电场中所有风机进行精细化本地风速预测仍能取得相对比较好的预测效果。若在工程中需要取预测时域h＞10时，即预测50min后的风速，可以考虑增大Epoch来提高预测的准确率。
5.3对比分析
表2给出使用CNN和SRU集成预测模型，但使用不同的数据特征在多个预测时域的仿真结果。
[bookmark: OLE_LINK50][bookmark: OLE_LINK51][bookmark: OLE_LINK52][bookmark: OLE_LINK53]表2风向特征对预测性能的提升表
Tab.2  Improvement table of wind direction characteristic for forecast performance
	预测时域h
	特征
	训练耗时/s
	RMSE/(m/s)
	ME/(m/s)

	1
	风速和风向
	1987.3
	0.661
	-0.026

	
	风速
	1958.6
	0.713
	-0.079

	2
	风速和风向
	1998.7
	0.920
	0.157

	
	风速
	1960.7
	0.963
	0.182

	5
	风速和风向
	2002.6
	1.583
	0.440

	
	风速
	1963.5
	1.636
	0.558

	10
	风速和风向
	2004.5
	1.816
	0.506

	
	风速
	1967.2
	2.072
	0.681


由表2可知，较仅使用风速作为特征，使用风速和风向作为特征来预测风速可取得更好的预测效果。因为在一个风电场中，众多风机分布在不同的地理位置下，不仅风速具有时空相关性，风向也同样具有时空相关性，而且多风机风速序列的空间相关性主要受风向影响。通过同时考虑风速和风向的时空相关性，可以获得更加丰富和有效的信息，更有利于进行风速预测。
为了说明本文所提方法的优越性，给出了多个不同预测方法的对比仿真。由之前仿真的对比分析可知，使用风速和风向作为特征取得的预测效果更佳，所以在下文的对比分析中，均采用风速和风向为特征。对比的预测方法包括：CNN和SRU集成预测模型、CNN和LSTM集成预测模型、CNN和GRU集成预测模型、CNN及简单人工神经网络（Artificial Neural Network, ANN）。在预测时域为1时，图17~图21分别给出不同预测模型的训练误差、网络中某一参数及其梯度随训练次数的变化。表3给出了不同预测模型在训练过程中网络某一参数梯度绝对值的平均值。由图中可知，在训练过程中，较其他两种集成预测模型，CNN和SRU集
[bookmark: OLE_LINK110][bookmark: OLE_LINK111]表3不同预测模型梯度绝对值的平均值
Tab.3  Average value of the absolute gradient in different forecast models
	模型
	整个训练过程中梯度绝对值的平均值

	CNN+SRU
	0.0015

	CNN+LSTM
	0.0018

	CNN+GRU
	0.0003


[image: ]
图17预测误差随训练次数变化对比
Fig.17  Comparison graph of forecasted loss with the training times
[image: ]
[bookmark: OLE_LINK9][bookmark: OLE_LINK11][bookmark: OLE_LINK32]图18网络中某一参数随训练次数变化对比
Fig.18  Comparison graph of a parameter in the network varies with the training times
[image: ]
[bookmark: OLE_LINK40][bookmark: OLE_LINK41]图19CNN和SRU集成预测模型中梯度变化
Fig.19  Gradient variation graph in the integrated forecast model of CNN and SRU
[image: ]
图20 CNN和LSTM集成预测模型中梯度变化
Fig.20  Gradient variation graph in the integrated forecast model of CNN and LSTM
[image: ]
图21CNN和GRU集成预测模型中梯度变化
Fig.21  Gradient variation graph in the integrated forecast model of CNN and GRU
成预测模型的RMSE下降最快。LSTM和GRU分别在训练的前期和后期存在一定的梯度消失问题，但SRU整个训练过程中一直存在较大的梯度。故在神经网络参数迭代过程中，SRU可以有效地缓解梯度消失问题，其参数收敛得更快，预测效果更好。为了说明在不同预测时域的预测结果，给出了h=1、h=2、h=5、h=10的预测时域，相关仿真数据见表4。
表4不同预测模型仿真结果对比表
Tab.4  Comparison table of simulation results of different forecast models
	预测时域h
	模型
	训练耗时/s
	RMSE/(m/s)
	ME/(m/s)

	1
	CNN+SRU
	1987.3
	0.661
	-0.026

	
	CNN+LSTM
	3131.4
	0.786
	-0.057

	
	CNN+GRU
	4134.6
	0.763
	-0.060

	
	CNN
	680.8
	0.883
	-0.064

	
	ANN
	490.1
	0.974
	0.193

	2
	CNN+SRU
	1998.7
	0.920
	0.157

	
	CNN+LSTM
	3169.1
	0.961
	0.091

	
	CNN+GRU
	4140.1
	0.954
	0.252

	
	CNN
	679.1
	1.041
	0.445

	
	ANN
	488.6
	1.305
	0.525

	5
	CNN+SRU
	2002.6
	1.583
	0.440

	
	CNN+LSTM
	3034.7
	1.606
	0.571

	
	CNN+GRU
	4145.1
	1.597
	0.581

	
	CNN
	669.3
	1.923
	0.977

	
	ANN
	487.8
	2.103
	1.169

	10
	CNN+SRU
	2004.5
	1.816
	0.506

	
	CNN+LSTM
	3030.3
	1.928
	0.596

	
	CNN+GRU
	4151.7
	1.918
	0.415

	
	CNN
	675.5
	2.011
	1.080

	
	ANN
	462.7
	2.123
	1.464


由表4可以看出：相较于LSTM和GRU，由于SRU消除了输出状态ht与ht-1的依赖性，具有并行处理的能力，SRU各层的参数能得到较快的训练，极大地降低了计算代价，所以仿真时间耗时最短。CNN预测模型仅考虑多风机之间的空间相关性，并没有考虑到时间相关性，所以CNN预测模型效果没有时空集成预测模型佳。由于ANN不能处理多维数据，其输出只能是一维向量形式，当将CNN和SRU集成预测模型输入维度12×12×3映射至ANN输入维度1×432的同时，也相应地损失了数据的时空相关性。相反，CNN和SRU集成预测模型正是着眼于如何高效地提取风机数据时空特征，故CNN和SRU集成预测模型更优。
5.4  鲁棒性分析
[bookmark: OLE_LINK54][bookmark: OLE_LINK55]在实际的工程应用中，会存在由于测量精度等原因造成的输入信息存在少许微小偏差的情况，故对CNN和SRU集成预测模型进行鲁棒性分析是有必要的。


[bookmark: OLE_LINK56][bookmark: OLE_LINK57]将整个风机数据集的风速和风向累加以、正太分布的随机误差，用来模拟存在少许微小偏差的输入数据信息。CNN和SRU集成模型的参数训练及预测输出均使用含有正太分布随机误差的噪声值进行训练，而测试集的RMSE和ME计算使用预测值和测量值计算，而不采用含有随机误差的噪声值。在使用风速和风向作为特征，预测时域h为1的条件下，表5给出了在多个不同预测时域下，分布使用测量值和噪声值的风速预测仿真结果。图22给出了1号风机的风速预测值、含有随机误差的噪声值和测量值曲线。由图22可以看出，在输入风速和风向信息存在少许微小偏差的情况下，预测精度确实会变差，但是仍具有一定的参考价值。由于该时空集成预测模型会综合考量风电场内所有风机数据的空间相关性和时间相关性，若单
表5数据扰动对预测性能的影响
Tab.5  The effect of data noise on forecast performance
	预测时域h
	数据类型
	训练耗时/s
	RMSE/(m/s)
	ME/(m/s)

	1
	测量值
	1987.3
	0.661
	-0.026

	
	噪声值
	1969.9
	0.722
	-0.108

	2
	测量值
	1998.7
	0.920
	0.157

	
	噪声值
	1982.8
	0.957
	0.114

	5
	测量值
	2002.6
	1.583
	0.440

	
	噪声值
	1996.7
	1.643
	0.778

	10
	测量值
	2004.5
	1.816
	0.506

	
	噪声值
	2011.8
	1.988
	0.764


[image: ]
图22  1号风机基于含有随机误差噪声值的风速预测结果
Fig.22  Forecasted output of site ID 1 wind turbine based on noise values containing randomerror
台风机数据含有较大的误差值，但周围风机组没有误差值，或是误差值较小，考虑到风机数据在时空方面不能突变的特性，该时空集成预测模型可以较好地抑制单台风机的大扰动，仍然可以取得较佳的风速预测效果。
6结论
针对在同一风电场中不同地理位置分布的多风机风速预测问题，本文提出了一种基于CNN和SRU集成预测模型的预测方法。该方法通过CNN提取多风机风速间空间特征和风向间空间特征，SRU提取多风机二维风速序列时间特征和二维风向序列时间特征，充分有效地利用风速和风向的内在关联性，进而提高了预测精度。本方法通过实际的风电场数据仿真分析，证明了该方法的有效性。通过仿真对比分析，可以得出以下结论：
1）与LSTM和GRU相比，SRU具有并行计算的能力，进而显著地减小了计算成本。在整个训练过程中，SRU一直保持着较大的梯度，可以有效地解决随着网络层次的增加带来的梯度消失问题。因此SRU非常适用于处理具有十分丰富数据的深层深度学习问题。多个风速预测问题同样属于具有丰富数据的深层深度学习问题，故SRU非常适合应用于多风机风速预测。
2）CNN和SRU集成预测模型的输入仅是历史风特征（包括风速和风向），较只能针对特定环境和需要众多参数的物理建模预测模型，具有较好的适应性和鲁棒性。
3）通过学习风速和风向的时空相关性，首先提取空间特征，然后将蕴含空间特征的数据输入到多个SRU中提取时间特征，CNN和SRU的集成预测模型可以提取到十分丰富和有效的预测信息。相较于传统的深度学习方法，它最大限度地学习到类似于RGB图像结构输入数据的高维特征。
本文采用的集成预测模型在风电场内多风机风速预测方面取得较好效果。但输入预测模型中的历史特征序列长度等超参数如何进行科学优化、如何有效地对异常风机数据进行辨识等有待下一步的探索。
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[bookmark: OLE_LINK1]Wind Speed Forecasts of Multiple Wind Turbines in a Wind Farm Based on Integration Model Built by Convolutional Neural Network and Simple Recurrent Unit
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（School of Electrical Engineering  Xi’an Jiaotong University  Xi’an  710049  China）
Abstract In real-world wind farms, multiple wind turbines are distributed in different spatial locations, and their respective local wind speeds are significantly different. However, traditional wind speed forecast methods generally ignored these differences and, hence, only giving a single wind speed forecasting result at a large spatial scale. This was insufficient to support the coordinated control among multiple wind turbines. Recently, some methods were presented to forecast the local wind speed of multiple wind turbines, but most of them suffered from uninformative features and high computational costs. To address these issues, this paper proposes an integrated model for the multi-wind turbine local wind speed forecasts. By learning the temporal-spatial correlation information from historical wind speed and direction data, it accurately forecasts the local wind speed for multiple wind turbine.
Firstly, a set of 3D input matrices is constructed based on the local wind speed and direction measurements, which are collected from all wind turbines. Secondly, each 3D input matrix in the set is fed into its corresponding CNN, which learns the spatial correlation of wind speed and direction among multiple turbines at the given time stamp. Thirdly, the extracted spatial correlation information is serially fed into the SRU, which learns the temporal correlation among 3D input matrices. This way, the temporal-spatial features of wind speed and direction among multiple turbines are captured. Finally, the temporal-spatial features are fed into the fully connected layer, which yields the local wind speed forecast result for each wind turbine in the wind farm. In this integrated model, the SRU alleviates the gradient disappearance problem, addresses the long-term dependence problem, and greatly reduces the computational cost, thus leading to a low computational cost model.
Simulation results on the actual wind farm data show that, when the prediction horizon is 5 minutes, the average square root error of the proposed model is 0.661m/s for all 114 wind turbines, and the maximum square root error among them is 1.098m/s. As the prediction horizon increases, the performance of the proposed model tends to decrease. Nevertheless, provided that the prediction horizon is less than 50 minutes, the average forecasting error is still less that 2m/s, which is still informative for the coordinated control of multiple turbines. Comparison of different input feature sets show that, in the case of 5 minutes prediction horizon, the averaged square root prediction error is 0.661 m/s with both wind speed and direction information, while the averaged square root prediction error is 0.713 m/s with only wind speed information. Similarly, in the case of 50 minutes prediction horizon, these two figures are 1.816 m/s and 2.072 m/s, respectively. This demonstrates the effectiveness of using temporal-spatial feature. The comparison between SRU and other recurrent neural networks such as long short-term neural network (LSTM) and gated recurrent unit (GRU) shows that, SRU reduces the computational time by about 35% and 50%, respectively. Furthermore, it effectively addresses the gradient disappearance problem during the training process. Finally, to verify the robustness of the proposed model in the presence of input data noise, Gaussian noise are added to the original input data. The results show that the influence of these noise is insignificant.
The following conclusions can be drawn from the simulation analysis:( 1) Compared with LSTM and GRU, the SRU in the proposed model not only significantly reduces the computational cost, but also effectively overcomes the gradient disappearance problem. Therefore, it is appropriate to apply SRU to the multi-turbine local wind speed forecast. (2) The proposed model only needs historical wind speed and direction measurements. In this sense, it is more practical than physical-based forecasting models, which depends on atmospheric motion equation. (3) The proposed model extracts informative features by firstly learning spatial correlations using CNN and subsequently learning temporal correlations usingSRUs. Compared with traditional deep learning models, it formulates wind data as RGB images. 
[bookmark: OLE_LINK13][bookmark: OLE_LINK14]Keywords：Wind speed forecast of multiple wind turbines, convolutional neural network, simple recurrent unit, improved recurrent neural network, spatio-temporal correlation
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